Data mining & získávání znalostí v databázích

Datakopectví

Datová archeologie

Zpracování datových vzorů

Extrakce znalostí



Termíny

Data

množina faktů  F

Vzor

výraz E v jazyce L popisující  fakta  podmnožinou  FE  (  F

KDD proces         -příprava dat




-hledání vzorů




-vyhodnocení znalosti

-modifikace a iterace

Vlastnosti vzoru
-platnost   C




-novost      N




-užitečnost U




-srozumitelnost S


Zajímavost vzoru   Z(E,F,C,N,U,S)  

Vzor E  (  L  nazýváme znalostí,  platí-li pro uživatelem stanovený práh  i



Z(E,F,C,N,U,S) > i
KDD proces je iterační a interaktivní
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Základní cíle DM:

· Predikce dat

· Popis dat

DM techniky:

· Charakterizace dat

· Hledání asociací

· Klasifikace  

· Predikce

· Shluková analýza

· Analýza odchylek

·  Vývojová analýza

·  Vyhledávání podobností

Nejužívanější metody:

·     Rozhodovací stromy a pravidla

·     Asociační analýza    

·     Induktivní logické programování

·     Nelineární regrese

·     Bayesovské metody

·     Neuronové sítě 

·     Metody založené na příkladech

Hlavní aplikace:

· Databázový marketing

· Analýza akciových a finančních trhů

· Analýza multim. a textových databází

· Detekce finančních a daňových podvodů

· Vědecké aplikace

Induktivní logické programování

-množina trénovacích příkladů (bázových faktů) (

pozitivních 

(+


negativních

(-

-hledaný predikát
p

-jazyk hypotéz

L

-znalosti v pozadí

B

Nejspecifičtější zobecnění (lgg)

Jsou-li dvě klauzule c1, c2 pravdivé, je jejich lgg(c1, c2) také pravdivé.

lgg dvou literálů se zjistí jejich porovnáním a nesouhlasné části se nahradí proměnnými

např. je-li 
c1 = dcera(m,a) ( žena(m), rodič(a,m).



c2 = dcera(e, a) ( žena(e), rodič(a,e).

pak lgg(c1,c2) = dcera(X,a) ( žena(X), rodič(a,X).

Relativní lgg

rlgg dvou klauzulí c1, c2 je nejméně obecná klauzule, která je obecnější než jak c1 tak c2 vzhledem ke znalosti B.

trénovací příklady

předchozí znalosti  (background knowledge)


+ dcera(marie, anna)

rodič(tomáš, jan). 
rodič(tomáš, marie).

+ dcera(eva, tomáš)

rodič(tomáš, eva).
rodič(anna, marie).

- dcera(tomáš, anna)

žena(marie).  žena(anna).  žena(eva).

- dcera(eva, anna)

muž(jan).  muž(tomáš).

Transformace ILP do výrokové formy

použitelné pro
-klauzule bez funkcí




-všechny proměnné těla jsou obsaženy také v hlavě




-klauzule nejsou rekurzivní

Problém transformujeme z relační do atributové formy

Po vyřešení v atrib. formě převedeme indukovanou hypotézu zpět do relační formy

př.

třída
proměnné

předchozí znalosti


X
Y
ž(X)  ž(Y)  m(X)  m(Y)  r(X,X)  r(X,Y),  r(Y,X)  r(Y,Y)
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-
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-
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Řešením je ta hypotéza, pro kterou jsou splněny pozitivní a nesplněny negativní příklady z trénovací množiny.

Získávání asociačních pravidel z databází

Support:



     Počet transakcí obsahujících  X  a  Y

s ( X => Y ) =                                                                               =  P ( X  a  Y )



   
Celkový počet transakcí 

Confidence:



     Počet transakcí obsahujících  X  a  Y

c ( X => Y ) =                                                                               =  P ( Y  |  X )



   
Počet transakcí obsahujících X

Klasifikace asociačních pravidel:

· Dle dimenze (jednorozměrná / vícerozměrná)

Položky v koši / položky v koši + čas nákupu + typ zákazníka

· Dle typů hodnot (booleovská / kvantitativní)

Existence položky v koši / číselný údaj o položkách v koši

· Dle úrovně abstrakce (jednoduchá úroveň / násobná úroveň)

Nehierarchické členění položek / hierarchické členění

Při dolování z více tabulek současně – problém join

Základní koncept

( = { i1 , i 2 , …, i m}  je množina položek

D  je množina databázových transakcí
 =   množina množin položek

T je transakce

T (  (
T obsahuje množinu položek A právě tehdy, když  A ( T

Asociační pravidlo  je implikace tvaru 

A ( B


kde  A ( (,     B ( (,    A  (  B  = ( 
Silná nazýváme pravidla splňující minimální prahové hodnoty s , c

Častá nazýváme položky vyhovující minimální podpoře s

L označíme množinu častých množin položek

k-množinu položek nazveme množinu položek obsahující k položek

Lk nazveme množinu častých k-množin položek

Postup dolování:


Krok 1 - Najdi všechny časté množiny položek


Krok 2 - Generuj silná asociační pravidla z častých množin položek

Generování silných pravidel z častých množin položek

Platí:  
c ( A ( B )  = p ( A a B ) /  p (A) 




kde p ( X )     je počet transakcí obsahujících X

Postup:

· Pro každou častou množinu položek  l generuj všechny neprázdné  podmnožiny l,

· Pro každou neprázdnou podmnožinu  m z  l  vytvoř pravidlo 

m    (       ( l   -   m )

  platí-li     p ( l ) /  p ( m )   (    c

Algoritmus generování pravidel

Vstup: Množina častých množin položek L    a     minimální conf.    c 

Výstup: Silná asociační pravidla

Metoda:

Pro každou častou množinu položek l [k]  z L ,  k ( 2  vyvolej  

genrules( l [k],  l[k] )

procedure genrules ( l[k] : častá k-množina položek, m[j] : častá j-množina položek ) ;

begin

S := { ( j - 1 ) - množiny položek  m [ j - 1], kde   m [ j - 1]  ( m [ j] } ;        

pro každé  m [ j-1] ( S dělej


begin  c = p ( l [k] ) /  p ( m [ j -1] );



if  c  (  c  then




begin

   print ( pravidlo m [ j-1] 






   s podporou s = p( l [k])






    s důvěryhodností  c     ) ;





   if  j -1 ( 1  then genrules ( l [k] ,  m [ j-1]   ;

end

end

end ;

Př. Generování silných pravidel z častých množin položek

· Pro každou častou množinu položek l generuj všechny neprázdné podmnožiny l
· Pro každou neprázdnou podmnožinu m ( l vytvoř pravidlo 

m => (l – m)

· Za silná prohlas ta pravidla, jejichž věrohodnost (confidence) překračuje prahovou hodnotu

Nechť transakční databáze má tvar:

TID
seznam položek

T1
I1, I2, I5

T2
I2, I3, I4

T3
I3, I4

T4
I1, I2, I3, I4

Předpokládejme, že mezi časté množiny položek patří { I2, I3, I4}

Její neprázdné podmnožiny jsou:



{I2,I3}, {I2,I4}, {I3,I4}, {I2}, {I3}, {I4}

Generovaná pravidla z { I2, I3, I4}:


I2 ^ I3 => I4
c = 100%
I2 ^ I4 => I3
c = 100%
I3 ^ I4 => I2
c = 66%
I2 => I3 ^ I4
c = 66%
I3 => I2 ^ I4
c = 66%
I4 => I2 ^ I3 
c = 66%

Pokud c bude 80% pak silná jsou prvá dvě.

Vyhledání častých množin položek (algoritmus apriori)

-najde množinu L1 častých 1-množin položek

-pomocí L1  najde množinu L 2  častých 2-množin položek

-    "       L 2  najde     "         L 3      "  

"  

"


…

-až žádné další  k-množiny položek nelze najít

Apriori vlastnost:



Je-li  
p ( I )  <  konst ,    pak 
p ( I ( J ) <  konst

Postup:

1-Prohlédnutím D zjistíme množinu  C1  kandidátních 1-položek

2-pro zadané  s  určíme z  C1 množinu  L1

3-z  Lk-1  generujeme joinem   Ck  množinu kandidátních k-množin položek

4-z  Ck  odstraníme ty členy, které obsahují  (k-1) podmnožinu, která  není 

    častá. Zbylé členy porovnáme s databází. Lk tvoří ty, co splňují s .

5-opakujeme od 3 pokud pro zadané  s  vznikají  nové Lk 

pozn. k 3:


Lk-1  dva členy považujeme za spojitelné, pokud mají  ( k-2 )  
společných  položek.


    Lk   join  Lk   =  { A join B , kde  A, B  ( Lk ,  | A ( B |  = k - 1  }
Variace apriori algoritmu:


Hash associate


Redukce počtu průchodů databází


Redukce transakcí


Partition associate


Sample associate
Př. (pokračování) vyhledání častých množin položek

Předpokládejme s = 50%
C1:
množ. pol.

p = s


L1: 
množ. pol.

p = s


------------------------------



-------------------------------

{ I1 }


2



{ I1 }


2


{ I2 }


3



{ I2 }


3
{ I3 }


3



{ I3 }


3

{ I4 }


3



{ I4 }


3
{ I5 }


1
C2 = L1 join L1

C2: 
množ. pol.

p = s


L2: 
množ. pol.

p = s



------------------------------



-------------------------------


{ I1, I2 }

2



{ I1, I2 }

2


{ I1, I3 }

1



{ I2, I3 }

2

{ I1, I4 }

1



{ I2, I4 }

2

{ I2, I3 }

2



{ I3, I4 }

3

{ I2, I4}

2

{ I3, I4}

3

C3 = L2 join L2

       = { { I1, I2, I3}, {I1, I2, I4}, {I2, I3, I4} }



apriori vlastnost splňuje pouze třetí množina položek

C3: 
množ. pol.

p = s


L3: 
množ. pol.

p = s



------------------------------



-------------------------------


{ I2, I3, I4 }

2



{ I2, I3, I4 }

2

strojové učení  +  databáze





- - - - - - - - - - - - - - - -





| | | | | | | | | |








