Klasifikace
Klasifikace záznamů databáze D = { t1, t2 , …, tn }  do tříd z množiny 

C = { C1, C2 , …, Cm }  představuje zobrazení   f : D ( C
Tj.  
Cj = f (ti)

předpokládáme, že každé ti  je přiřazeno právě 





jedné třídě.

Metody učení s učitelem (vyžadují trénovací data). 
Každý záznam z trénovacích dat má přiřazenu třídu. 
Způsoby klasifikace:

· Rozhodovací stromy

· Pravidla

· Bayesovské klasifikátory

· Metody založené na vzdálenosti

· Neuronové sítě

· Metody založené na asociačních pravidlech

· …

Hodnoty atributů musí být kategorické (diskretizace pomocí intervalů)

Obecné požadavky:

· přesnost klasifikace

· rychlost

· robustnost (odolnost v případě chyb a chybějících dat)

· schopnost zpracování rozsáhlých dat

· interpretovatelnost výsledků

Jednoduchý př.


Počet bodů z písemky 
(
známka


0..100




nevyhověl .. výborně

Rozhodovací stromy
Dána databáze D = { t1, t2 , …, tn },   kde  t i = < t i 1, t i 2 , …, t i h > ,  množina tříd  C = { C1, C2 , …, Cm }  a databázové schéma obsahující atributy
{ A1, A2 , …, Ah } = A . Hodnoty atributu Ai  jsou z { a i 1 , a i 2 .. a i v}

Tj. máme n záznamů, m tříd, h atributů, i-tý atribut má iv hodnot
Rozhodovací strom pro D má pak vlastnosti:

· Každý vnitřní uzel je označen atributem

· Každá hrana je označena predikátem jehož proměnnou je atribut rodičovského uzlu 

· Každý list je označen třídou

Klasifikační problém se řeší ve dvou krocích:

1. Konstrukce stromu na základě trénovacích dat S
2. Pro každé t i (D použij strom k určení odpovídající třídy pro t i
Výhody rozhodovacích stromů:

· Snadno a efektivně použitelný
· Umožňuje generovat snadno interpretovatelná pravidla

· Velikost stromu nezávisí na rozsáhlosti dat

· Čas nutný pro klasifikaci je přímo úměrný fixní hloubce stromu

Nevýhody:

· Domény atributů je nutno diskretizovat (ne vždy jde)

· Obtížně se zpracovávají data s chybějící hodnotou atributu, 

· „

„

úlety a chybná data (ořezávat strom)

· Ignorují korelace mezi atributy

Časová složitost klasifikace je O( n u ), kde n je | D | ,  u  je  hloubka stromu 
“
“
“
vytvoření stromu je O(h s log(s) ), h je počet atributů, s je počet trénovacích dat

Základním problémem vytváření stromu je výběr pořadí atributů pro větvení.  

Cílem je minimalizovat počet porovnávání
Zásada: Ptát se otázkou, odpověď na kterou poskytne nejvíce informace

Obdoba hry „Zjisti otázkami jakou věc nebo osobu si myslím“

Algoritmus Generuj_rozhodovací_strom
Vstup:  

S    
trénovací data se známým zařazením do tříd C,

A
množina atributů

Výstup:


T
rozhodovací strom

Postup:

1. Vytvoř uzel N

2. Jsou-li všechna data téže třídy Ci  , 

3. pak navrať N jako list označený  Ci  
4.  Je-li A prázdná, pak
5.
navrať N jako list označený nejčastější třídou 
/*hlasování*/

6. Vyber nejvhodnější  A j  (  A pro test větvení /*to je problém*/
7. Označ uzel N jménem  Aj 

8. Pro každou z hodnot  a j i  atributu  Aj 
/*rozvětvení*/

9.    vytvoř větev z N pro podmínku  hodnota Aj = a j i ;

10.    S i  = množina záznamů z S, pro něž hodnota Aj = a j i ;
11.    je-li  S i   prázdná, pak
12.         připoj list označený nejčastější třídou v S ;

13.         jinak připoj uzel navrácený z

Generuj_rozhodovací_strom(S i , A  minus Aj )
Výběr atributu pro testování (větvení) pomocí informačního zisku 

(redukce entropie)
Je dána: 
-množina tříd  C = { C1, C2 , …, Cm }



-množina záznamů (vzorků) S mohutnosti s,


 rozdělených dle příslušnosti ke třídě na disjunktní množiny

 S1, S2 , …, Sm , o mohutnostech s1, s2 , …, sm.

-množina atributů A
Informace (v počtu bitů) potřebná k rozdělení S na m tříd je




   m


       m

I( s1, s2 , …, sm ) =    ∑ p i log ( 1/p i  ) =  - ∑ p i log ( p i  )




  i=1


      i=1
kde p i  je pravděpodobnost, že záznam z S patří do třídy C i  . 
p i  = s i / s

Nechť atribut Ax  má hodnoty { a x 1 , a x 2 .. a x v} 
Takže může rozdělit S na S1 , S2 , …, Sv ,


kde Sj  obsahuje ty prvky z S, které mají hodnotu Ax  = a x j 
Sj  korespondují větvím vycházejícím z uzlu, který obsahuje S
Nechť s i j  je počet záznamů z Sj , které patří do třídy Ci  
Entropie  založená na rozvětvení podle Ax  je



        v

E(Ax ) =     ∑ ( (s 1 j  + … + s m j  ) / s ) * I( s 1 j , …, s m j )


       j=1

Čím menší je hodnota entropie, tím lepší rozdělení atribut dovoluje

Pozn.








 m

Pro rozdělení Sj je třeba informace I( s1j, s2j , …, smj ) =  - ∑ p ij log ( p ij  )  










 i=1

kde p ij =  s i j  / s j   tj. pravděpodobnost, že Sj  patří do třídy Ci   
Informace získaná rozvětvením S dle Ax  je
Gain(Ax ) = I( s1, s2 , …, sm ) – E(Ax )

Informační zisk se spočte pro každý atribut. Vybere se ten s největším ziskem

Př. Kdo si koupí počítač 

Trénovací data:

ID
věk

příjem
student
kredit
třída

1
<=33

velký

no

dobrý
no

2
<=33

velký

no

výborný
no

3
34..44
          velký

no

dobrý
yes

4
>44

střední
no

dobrý
yes

5
>44

malý

yes

dobrý
yes

6
>44

malý

yes

výborný
no

7
34..44  
malý

yes

výborný
yes

8
<=33

střední
no

dobrý
no

9
<=33

malý

yes

dobrý
yes

10
>44

střední
yes

dobrý
yes

11
<=33

střední
yes

výborný
yes

12
34..44  
střední
no

výborný
yes

13
34..44
          velký

yes

dobrý
yes

14
>44

střední
no

výborný
no


třída 1 koupí (yes) s 1 =  9,
třída 2 nekoupí (no)  s 2= 5
informace potřebná ke klasifikaci  I(9, 5) = -(9/14)log(9/14) -(5/14)log(5/14)








= 0.940

informace potřebná k rozdělení podle věku:

-pro věk ≤ 33 ,
index hodnoty atributu j = 1
s 1 1   = 2,
s 2 1   = 3,  
I(s 1 1 ,  s 2 1 ) = -(2/5)log(2/5) - (3/5)log(3/5) = 0.971
-pro věk 34..44
s 1 2   = 4,
s 2 2   = 0,  
I(s 1 2 ,  s 2 2 ) = 0 
-pro věk > 44
s 1 3   = 3,
s 2 3   = 2,  
I(s 1 3  , s 2 3 )  = 0.971

E(věk) = (5/14) I(s 1 1 ,  s 2 1 )  + (4/14) I(s 1 2 ,  s 2 2 ) + (5/14) I(s 1 3  , s 2 3 )  


  = 0.694

Gain(věk) = I(9, 5) - E(věk) = 0.940 – 0.694 = 0.246
Obdobně:

Gain(příjem) = 0.029
Gain(student) = 0.151
Gain(kredit) = 0.048
Největší zisk je pro atribut věk, ten se použije k prvnímu rozvětvení






věk


      <=33



  >44




   34..44
příjem  student  kredit  třída

příjem  student  kredit  třída
velký
    no          dobrý     no

střední  no          dobrý      yes

velký
    no          výborný no

malý
    yes         dobrý      yes

střední  no          dobrý     no

malý
    yes         výborný  no

malý
    yes         dobrý     yes

střední  yes         dobrý      yes

střední  yes         výborný yes

střední  no          výborný   no



příjem  student  kredit    třída



velký
     no          dobrý      yes




malý
     yes         výborný  yes




střední   no          výborný  yes




velký
     yes         dobrý      yes

Skupina 34..44 celá patří do yes
- uzel je tedy listem s označením yes

Větvení ostatních uzlů se prozkoumává pro zbývající atributy a příslušné záznamy 

Rozhodovací stromy pro rozsáhlé databáze
Problém – trénovací data S se nevejdou do paměti

Řešení:
· rozdělit S na části a tvořit strom pro každou část separátně. Pak je zkombinovat do finálního stromu (přesnost klasifikace se sníží)

· diskově rezidentní struktury. Např. pro každý z atributů seznam tvaru

  ( hodnota atributu, třída, identifikátor záznamu)
  Po rozvětvení uzlu jsou rozděleny i seznamy atributů mezi potomky uzlu.

Rozhodovací pravidla
If – then  pravidla   
r = <a, c>

antecedent a, consequent c

Korespondují rozhodovacím stromům s rozdíly:

· oproti stromům neimplikují pořadí rozdělování (nemají pořadí)
· při generování pravidel je uvažována v daném okamžiku vždy jen jedna třída (u stromu všechny).
Lze je generovat snadno ze stromu (jedno pravidlo pro každou z cest od kořene k listu - evidentní).  

Existují i metody bez vytvoření stromu:
· 1R  vytváří strom hloubky 1 výběrem atributu, který způsobí nejméně chyb v trénovacích datech (nemá 100% přesnost)

· PRISM  pro každou z tříd C j zkoumá postupně dvojice (atribut, hodnota) a jako vhodnou do antecedentu vybírá dvojici, která ze vzorků S obsáhne největší počet patřících do třídy C j .  Pokud neobsáhne celou třídu, hledá další vhodnou dvojici (atribut, hodnota) a přidá ji do antecedentu.
Existují metody generování pravidel z neuronové sítě.
Bayesovská klasifikace








 
    P( X | H )  P( H )
Vychází z Bayesova teorému

P( H | X )   =   -----------------------









           P( X )

Kde  
X je datový vzorek, jehož třídu neznáme

H je hypotéza (že X patří k určité třídě)

P( H | X )   je posteriorní pravděpodobnost platnosti H pro vzorek X


P( H ) je priorní pravděpodobnost hypotézy H


P(X | H )  je posteriorní pravděpodobnost , že se jedná o X, platí-li H

Př.

Nechť data představují ovoce s atributy barva, tvar.
Nechť H = „je to jablko“. Vzorek X je červený, kulatý.  Pak:

P( H | X )  je pravděpodobnost, že  X= jablko, když X je červené, kulaté
P( X | H )  „      „                  „   , že X je červené a kulaté, když platí X=jablko

! P( X ),  P( X | H ) a  P( H ) můžeme určit z trénovaní množiny !
Naivní bayesův klasifikátor (NBC)
· Dány nezávislé atributy A1, A2 , …, An  , třídy C1, C2 , …, Cm  , a vzorek X=(x1, x2 , …, xn ) neznámé třídy
· X bude přiřazen třídě s maximální aposteriorní pravděpodobností pro zadané X
P(C i | X ) > P(C j | X )  pro 1 ≤ j ≤ m, i ≠ j


   P( X | C i )  P(C i ) 

P(C i | X ) = -----------------------------




P( X )

 
Stačí maximalizovat čitatel, jmenovatel je konstanta

· Spočteme P(C i ) = s i / s   , kde s = | C |,  s i  = | C i |
· Za předpokladu nezávislosti atributů platí
n

   P( X | C i )  =     ∏  P( x k | C i ) 







        k=1


je zjistitelná z trénovací množiny

         -pro atribut Ak kategorického typu   
P( x k | C i ) = s i k / s i  , kde


s ik  = počet trénovacích záznamů ze třídy Ci  s hodnotou atr. Ak = x k

s i = 
„
„

„

„
Ci  .

         -pro atribut kontinuálního typu se používá Gaussovo rozdělení

 Př. 

Trénovací data:

ID
věk

příjem
student
kredit
třída


1
<=33

velký

no

dobrý
no

2
<=33

velký

no

výborný
no

3
34..44
          velký

no

dobrý
yes

4
>44

střední
no

dobrý
yes

5
>44

malý

yes

dobrý
yes

6
>44

malý

yes

výborný
no

7
34..44  
malý

yes

výborný
yes

8
<=33

střední
no

dobrý
no

9
<=33

malý

yes

dobrý
yes

10
>44

střední
yes

dobrý
yes

11
<=33

střední
yes

výborný
yes

12
34..44  
střední
no

výborný
yes

13
34..44
          velký

yes

dobrý
yes

14
>44

střední
no

výborný
no


?Koupí počítač  X=( věk ≤ 33, příjem=střední, student, kredit=dobrý)
Priorní pravděpodobnosti:

P(C1) = (P(koupí počítač=yes) = 9/14 = 0,643


P(C2) = (P(koupí počítač= no) = 5/14 = 0,357

Posteriorní pravděpodobnosti:


P(věk<=33 | C1) = P(věk<=33 | koupí p.=yes) = 2/9 = 0,222


P(věk<=33 | C2) = P(věk<=33 | koupí p.= no) = 3/5 = 0,6

P(příjemstř | C1) = P(příjem=střední | koupí p.=yes) = 4/9 = 0,444


P(příjemstř | C2) = P(příjem=střední | koupí p.= no) = 2/5 = 0,4


P(studentyes | C1) = P(student=yes | koupí p.=yes) = 6/9 = 0,667


P(studentyes | C2) = P(student=yes | koupí p.= no) = 1/5 = 0,2


P(kreditdobrý | C1) = P(kredit=dobrý | koupí p.=yes) = 6/9 = 0,667


P(kreditdobrý | C2) = P(kredit=dobrý | koupí p.= no) = 2/5 = 0,4

P(X | koupí p.=yes) = 0,222 * 0,444 * 0,667 * 0,667 = 
0,044
P(X | koupí p.= no) = 0,6 * 0,4 * 0,2 * 0,4  =

0,019

P(C1 | X) = P(X | koupí p.=yes) * P(C1) = 0,044 * 0,643 = 0,028
P(C2 | X) = P(X | koupí p.= no) * P(C2) = 0,019 * 0,357 = 0,007

k- Nearest Neighbors  (k-NN)

· Založen na vzdálenosti záznamů v n-rozměrném prostoru numerických atributů

· Klasifikátorem jsou sama trénovací data. 

· Zkoumaný záznam se zařadí do třídy, která přísluší většině z K nejbližších záznamů trénovací množiny

--------------------------------------------------------------------------------------------
Algoritmus k-NN:

Vstup:


T
//Trénovací data 


K
//počet sousedů


s
//klasifikovaný záznam

Výstup:


c
//třída přiřazená s

Postup:


N = Ө ;


for each d ( T do



if  | N |  ≤  K   then  




N = N  (  { d } ;



else




if exist u ( N  takové, že vzdál(s, u) ≤ vzdál(s, d) then




begin






N = N - {d};




    
N = N  ({u};




end;


c = třída do které patří nejvíce u ( N;
------------------------------------------------------------------------------------------
Je-li p počet trénovacích dat, pak složitost algoritmu je O(p)

kNN je velmi citlivé na volbu K. Zpravidla se volí cca 10. Také se 


doporučuje K ≤   √ počet trénovacích dat
Hodnocení kvality klasifikace
Označme:


a
počet záznamů správně zatříděných klasifikátorem do třídy C


b
„
„
  nesprávně 
„

„

„
„


c
„
„    patřících do třídy C, které klasifikátor nezařadil do C


d
„
„   nepatřících „
 
„
„
„

„
„

Zavádí se míry:



    a




d



   a
citlivost  =  ------------
specifičnost = ------------ 
přesnost = ------------


a    +   c


     b    +    d



a    +    b


   a    +    d

accuracy = ---------------------



a  +  b  +  c  +  d

Míry vyhodnocované makroprůměrováním/mikroprůměrováním
Další kriteria:


     -    rychlost

· robustnost  ( šumy )

· schopnost práce s rozsáhlými daty

· interpretovatelnost výsledků

