Shlukování (shluková analýza)

Proces seskupování dat do tříd (shluků) s velkou podobností v jednom shluku a s velkou nepodobností  mezi shluky (k ostatním shlukům)

Nejsou předem známé vlastnosti tříd (učení bez učitele)

Použitelné k získání informace o rozdělení dat, pro další zpracování (charakterizace, klasifikace, předzpracování):

· k rozpoznávání obrazů (vzorů)

· k datové analýze

· k výzkumu trhu

· …

Požadavky na shlukovací metody pro dolování z databází:

· schopnost zpracovávat rozsáhlá data

· možnost pracovat s různými typy dat (numerická, binární, kategorická, ordinální)

· malé požadavky na doménové znalosti (např. počet shluků)

· schopnost nalézt shluky různého tvaru (nejen sférické)

· schopnost pracovat za přítomnosti chyb v datech

· necitlivost k uspořádání vstupních dat

· schopnost práce s daty s vysokou dimenzionalitou

· schopnost shlukovat i s ohledem na specifikovaná omezení

· interpretovatelnost a užitečnost výsledků

Typy dat při shlukové analýze 
Předpokládejme do datové matice (relační tabulky) uspořádaných

· n objektů 

· majících p atributů

x11    …
x1p

objekt t1
     D =            :

  :

   :


xn1
…
xnp

objekt tn

Lze vyjádřit i maticí rozdílnosti     0       ….                :              

(vzdálenosti) objektů          A =        d(2,1)   0   …      

            :

        :

         d(n,1)…
       0

kde (dissimilarity) d(i, j) je mírou vzdálenosti (nepodobnost) objektů s indexy i a j

Jak vyhodnotit nepodobnost?

· Pro měřitelné proměnné (numerické = váha, délka, …)

Data nutno standardizovat = dát všem proměnným stejnou váhu

Postup standardizace (normalizace) proměnné f:

1. vypočítat střední absolutní odchylku sf
    sf  =  ( | x1f   - mf | + | x2f   - mf | + … + | xnf   - mf | ) / n      , kde

    mf =  ( x1f   +  x2f   + … + xnf   ) / n

2. vypočítat standardizované hodnoty (z score), nahrazující v matici   

     hodnoty proměnných


z i f  =  (  xif   - mf  ) / sf  

Po (nebo bez) standardizaci počítáme nepodobnosti objektů

· Euklidovskou vzdáleností

d(i, j) =  √  ( x i 1   - x j 1 )2  +  ( x i 2   - x j 2 )2     + …+ ( x i p   - x j p )2

kde  ( x i 1   .. x i  p ),  ( x j 1   .. x j  p ) jsou dva p rozměrné datové objekty
· Manhattanskou vzdáleností

d(i, j) =   | x i 1   - x j 1 |  +  | x i 2   - x j 2  |    + …+  | x i p   - x j p  |

· Minkovského vzdáleností

d(i, j)  = ( | x i 1   - x j 1 | q + | x i 2   - x j 2 | q   + …+ | x i p   - x j p | q ) 1/q

· Váženou Minkovského vzdáleností
d(i, j)  = ( w1  | x i 1   - x j 1 | q +  …+ wp | x i p   - x j p | q ) 1/q

· Binární proměnné (0 / 1)

Kontingentní tabulka pro p binárních proměnných objektů i a j





object  tj

|------|--------------------------------------------------------

|        |

1

0

sum

|------|--------------------------------------------------------


object ti
|   1   |

q

r

q+r




|   0   |

s

t

s+t




| sum|

q+s

r+t

p=q+r+s+t


q
počet proměnných rovných 1 u obou objektů


t

“

“
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“

“
        1  pro object i, ale 0 pro j


s

“

“
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je-li binární proměnná symetrická ( 0 i 1 je stejně hodnotná), např. 

atribut pohlaví, pak




d(i, j ) = ( r +s ) / ( q + r + s + t )

je-li nesymetrická (hodnoty nejsou stejně důležité), např.

HIV pozitivní = 1, HIV negativní = 0, používá se Jaccardův koeficient

(negativní shody nejsou důležité, ignorují se)




d(i, j ) = ( r +s ) / ( q + r + s  )

Př.

Jméno   pohlaví
horečka   kašel   test1   test2   test3    test4

----------------------------------------------------------------------------

Jan

M
   A (1)
N(0)
P(1)    N        N        N

Marie
Z
   A              N        P        N         P        N

Josef

M         A              A        N        N         N       N


…

…






…


----------------------------------------------------------------------------


d(Jan, Marie) = (0 + 1) / (2 + 0 + 1) = 0,33

dle Jaccarda


d(Jan, Josef)   = (1 + 1) / (1 + 1 +1)  = 0,66

„


d(Josef,Marie)= (1 + 2) / (1 + 1 +2)  = 0,75

„

Takže Marie a Josef asi nemají stejný neduh

· Nominální proměnné (mají více hodnot, ale nejsou uspořádané)

(Např. barvy)

Předpokládejme M stavů proměnné, pak pro nepodobnost proměnných popsaných nominálními proměnnými lze použít

d(i, j) = ( p  - m ) / p

kde 


m je počet proměnných se stejnou hodnotou u objektu i i j,


p je celkový počet proměnných

použitím vah lze zvýraznit efekt m, nebo těch proměnných, které mají větší počet stavů

Nominální proměnné lze převést na asymetrické binární

-pro každý z M stavů zavedeme novou binární proměnnou


-u objektů stejného stavu bude její hodnota 1


-u ostatních bude její hodnota 0

· Ordinální proměnné (jako nominální, ale s uspořádáním hodnot)

Předpokládejme, že f je proměnná z množiny ordinálních proměnných, popisujících n objektů. Má-li f celkem Mf  stavů, lze stavy proměnné f zobrazit do intervalu 1 .. Mf  . Pak nepodobnost určíme:

1. Nahradíme hodnotu atributu f i-tého objektu ( x i f ) hodnotou r i f  

    z intervalu 1, ... , Mf .

2. Provedeme normalizaci (odstranění vlivu různého počtu stavů 

    různých proměnných) do intervalu [ 0.0  … 1.0 ]



zi f  = (r i f - 1  ) / (Mf  - 1)

3. Nepodobnost vyčíslíme stejně jako pro numerické atributy, 

s použitím zi f  k reprezentaci hodnoty f   i-tého objektu.

· Proměnné s exponenciálním průběhem (např. Ae B t, Ae -B t )

-lze s nimi pracovat jako s numerickými

-Je vhodné hodnotu x i f   převést na  y i f   =  log(x i f ) a pak s ní pracovat jako s numerickou hodnotou

· Proměnné objektů jsou různých typů (je to obvyklé)

Způsoby výpočtu nepodobnosti:

-vytvořit skupiny proměnných stejného typu a shlukovat separátně pro každou skupinu. Metoda je přijatelná, pokud výsledky jsou srovnatelné (je to nepravděpodobné).

-zkombinovat všechny proměnné do jedné matice nepodobnosti, s hodnotami v intervalu [ 0.0  ..  1.0 ], kde  d( i, j ) definujeme takto:


          p


      p

d(i, j)= ( ∑ δij(f)    d ij(f) ) / ( ∑ δij(f)    ) ,   kde


     j=1


     j=1
δij(f)    = 0  jestliže –buď chybí některá z hodnot x i f    x j f




  takže nelze proměnné objektů porovnat,




-nebo  x i f   =  x j f   = 0   a proměnná f je asymetrická

 binární


δij(f)    = 1  v ostatních případech  


d ij(f) je příspěvkem proměnné f k nepodobnosti objektů i, j. Počítá se



v závislosti na typu f

· je-li f binární nebo nominální, pak

dij(f)    = 0   při x i f   =  x j f  , jinak dij(f)    = 1

· je-li f numerické, pak

dij(f)    = | x i f   -  x j f  |  /  ( max h x h f   -  min h x h f   ) ,    kde 

h nabývá všech hodnot proměnné f v objektech

· je-li f nominální nebo s exponenciálním průběhem, pak

spočteme intervaly  r i f   a  zi f  = (r i f - 1  ) / (Mf  - 1)

a pracujeme s zi f  jako s numerickou hodnotou.

Řada algoritmů pracuje se vzdáleností shluků místo pouhých elementů

Single link  - nejmenší vzdálenost mezi prvkem ze shluku 1 a shluku 2

Complete link – největší  „

„

„

„

Average link – průměrná „

„

„

„

Medoid link – vzdálenost mezi reprezentativními prvky (medoidy)
Centriod link – mezi středy shluků 

Taxonomie shlukovačích metod

-Nehierarchické metody (partitioning methods)

 Rozkládají data

· k-means
každý shluk je reprezentován střední hodnotou objektů ve shluku. Časová náročnost je O(t k n), kde t je počet iterací

· k-medoids
každý shluk je reprezentován jedním z objektů, umístěným blízko středu shluku
  Pro malé a střední databáze k nalezení sférických shluků. 

  Další:

· neuronové sítě, Kohonenovy sítě, 

· metody založené na hustotě (shluk narůstá pokud počet objektů v sousedství překračuje zadanou mez).

· metody založené na mřížkách (prostor objektů rozparcelují mřížkou a shluky hledají na buńkách mřížky = rychlé)

-Hierarchické metody

 Vytváří stromovou strukturu – dendogram

 Prostorová náročnost je O(n2) – matice rozdílnosti

 Časová náročnost je O(kn2) – pro každou úroveň dendogramu jedna 

 iterace

· aglomerativní (bottom-up)

na počátku každý objekt je shlukem. Postupně se shluky sdružují, dokud není splněna ukončovací podmínka

· divisivní (top-down)

na začátku jsou všechny objekty v jednom shluku a postupně jsou shluky štěpeny na menší.

Aglomerativní algoritmy

______________________________________________________________

Vstup: 


D = { t1, t2 , …, tn } množina objektů

A  matice vzdálenosti (nepodobnosti), předp. hodnoty 0, 1, 2, …

Výstup:


DE   dendogram tvaru <d, k, K>, kde d je prahová vzdálenost, 



k je počet shluků, K je množina shluků
Postup:


d = 0; na začátku je každý object shlukem, vzdálenost objektu je 0


k = n;


K = {{ t1 }, { t2 }, …, { tn }};


DE = {<d, k, K>};


repeat


   oldk = k;


   d = d + 1;


   A d = matice s prvky prahové vzdálenosti d;


   <k, K> = NewClusters(Ad, D );


   if  oldk ≠ k then



DE = DE (  <d, k, K>;  přidání nových shluků k dendogramu


until  k = 1;

______________________________________________________________

Různé aglomerativní algoritmy se liší procedurou NewCluster

Liší se i způsobem určování vzdálenosti shluků:

single link, complete link, average link, … 

Pro rozsáhlé databáze se příliš nehodí - velká náročnost paměťová i časová (složitý výpočet nových shluků v iteraci). 

Neschopnost pracovat inkrementálně. Při změně prvku nutno přepočítat celé.

Př. Použijeme single link (k nalezení maximální souvislé komponenty)

Objekty
A
B
C
D
E


A
0
1
2
2
3


B
1
0
2
4
3


C
2
2
0
1
5


D
2
4
1
0
3


E
3
3
5
3
0
Algoritmus produkuje

{ <0, 5, {{A}, {B}, {C}, {D}, {E}}>, 

  <1, 3, {{A,B}, {C,D}}, {E}}>, 

  <2, 2, {{A,B,C,D}, {E}}>,

  <3, 1, {{A,B,C,D,E}}>}

Single link se používá v různých variacích.

Uvedeme způsob založený na minimální kostře grafu 

(Minimum Spanning Tree)
Kostra grafu spojuje všechny všechny vrcholy a neobsahuje cyklus

Shluky jsou sdružovány dle vzestupného pořadí ohodnocení větví kostry grafu, kterou produkuje procedura MST z matice A

____________________________________________________________
Vstup: 


D = { t1, t2 , …, tn } množina objektů

A  matice vzdálenosti (nepodobnosti)

Výstup:


DE   dendogram tvaru <d, k, K>, kde d je prahová vzdálenost, 



k je počet shluků, K je množina shluků
Postup:


d = 0; na začátku je každý object shlukem, vzdálenost objektu je 0


k = n;


K = {{ t1 }, { t2 }, …, { tn }};


DE = {<d, k, K>};


M = MST( A );

repeat


   oldk = k;


   Ki , Kj   jsou dva shluky navzájem nejbližši dle MST;


   K = K – { Ki } - { Kj } ( { Ki  ( Kj };


   k = oldk - 1;


   d = dis( Ki  , Kj ) ;


   DE = DE (  <d, k, K>;  přidání nových shluků k dendogramu


   dis( Ki  , Kj ) =  ( ;


until  k = 1;

_____________________________________________________________

Divisivní algoritmy
Např na základě MST:

 Postupně odsekáváme hrany z MST od největší k nejmenší


Nehierachické shlukování

Vytváří “v jednom kroku” k shluků (k musí být proto zadáno)


Př. principu nehierarchického shlukování pomocí MST

___________________________________________________________
Vstup: 


D = { t1, t2 , …, tn } množina objektů

A  matice vzdálenosti (nepodobnosti) 


k   požadovaný počet shluků

Výstup:


Zobrazení  f (ti) ( K j      definované množinou dvojic < t i  , j >

Postup:


M  =  MST( A )


Najdi v M celkem k – 1 nevhodných hran (s nejvyšším ohodnocením 



nebo s ohodnocením o hodně větším než je průměr sousedních



hran)


Ze zbylých komponent vytvoř výstup;

____________________________________________________________
Časová náročnost je opět kvadratická (MST) 

K-means algoritmus
Přesouvá objekty mezi shluky, dokud není dosaženo konvergence, překročen daný počet iterací, min.kvadratické chyby apod.

___________________________________________________________

Vstup: 


D = { t1, t2 , …, tn } množina objektů

k  = počet požadovaných shluků

Výstup:


K  = množina shluků

Postup:


Přiřaď počáteční hodnoty k středům m 1, m 2, …m k  (libovolně);


repeat



přiřaď každý objekt ke shluku s nejbližším středem;



vypočti nové středy shluku


until  konvergenční kriterium je splněno;

____________________________________________________________

Pr.)

Objekty jsou { 2, 4, 10, 12, 3, 20, 30, 11, 25 }

k = 2, 
tj.  chceme 2 shluky

Zvolme inicializaci stredu napr.
m 1 = 2,
m 2 = 4

a pracujme s euklidovskou vzdalenosti

-Priradime objekty shlukum:

K1 = {2, 3 } ;
K 2 =  { 4, 10, 12, 20, 30, 11, 25 }

Vypocteme :




m 1 = 2,5 ;

m 2 =  suma/7 = 112/7 = 16

-Znovu priradime objekty shlukum:

K1 = {2, 3, 4 } ;
K 2 =  { 10, 12, 20, 30, 11, 25 }

Vypocteme :




m 1 = 3 ;

m 2 =  suma/6 = 108/6 = 18

-Znovu priradime objekty shlukum:

K1 = {2, 3, 4, 10 } ;
K 2 =  { 12, 20, 30, 11, 25 }

Vypocteme :




m 1 = 4,75 ;

m 2 =  suma/6 = 98/5 = 19,6

-Znovu priradime objekty shlukum:

K1 = {2, 3, 4, 10, 11, 12 } ;
K 2 =  {  20, 30, 25 }

Dokonvergovano - hotovo

Časová náročnost je O(pkn), kde p je počet iterací

Nalezne lokální optimum

Pro různé inicializace dojde většinou k různým řešením

Vyžaduje číselná data

Vyhledává jen konvexní shluky

Špatně se vyrovnává s úlety

K-medoids (Partitioning Around Medoids)

Lépe zpracovává úlety 
________________________________________________________

Vstup: 


D = { t1, t2 , …, tn } množina objektů

k  = počet požadovaných shluků

Vystup:


K  = množina shluků

Postup:


Libovolně vyber k medoidů z D;


repeat


    for každé tX   které není medoidem do

for každý medoid t i   do


vypočti cenu změny CZ i X ;

najdi  i, X, pro něž  CZ i X    je nejmenši;

if  CZ i X   < 0  then


nahraď medoid  t i   medoidem    tX  ;


until  CZ i X  ( 0;


for každé  t i (D  do


    přiřaď  t i    k tomu K j , pro něž  je  dis(t i  ,  t j ) minimální pro 

    všechny medoidy  t 1  ..  t k  ;

_____________________________________________________

Není vhodný pro větší databáze, časová náročnost je O( t k (n-k)2 ) 
Pro rozsáhlejší data se používají rafinovanější, byť na  klasických metodách založené algoritmy.

Shlukování ve velkých databázích

CLARA (Clustering LARge Application)

1. Z dat se vybere pouze reprezentační část (vzorek), obvykle náhodně. Velikost vzorku se doporučuje cca 40 + 2 k

2. PAM metodou se vyhledá k medoidů na vzorku. 

3. Vyhledané medoidy se použijí pro kompletaci shluků celé databáze.

4. Opakuje se 1. 2. 3. s nově upraveným vzorkem (cca 5 krát)

5. Vybere se nejlépe vyhovující shlukování jako finální výsledek.

CLARA dovolí nalézt jen lokálně optimální shlukování.

Složitost je O(k s + k(n – k)), kde s je velikost vzorku, n celkový počet objektů, k je počet shluků

CLARANS (Clustering Large Application based on RANdomised Search)

· Obdoba CLARA

· Náhodně zkouší sousední uzly medoidu pro nalezení lepšího výsledku. Počet zkoumaných sousedů je zadán vstupním parametrem.

CURE (Clustering Using REpresentatives)
1. Z databáze vyber vzorek dat.

2. Rozčleň vzorek na zvolených p částí.

3. Proveď parciální shlukování v každé z částí.  Získá se první odhad.

4. Odstraň úlety. Eliminace se provádí dvojím způsobem. Jednak, roste-li shluk příliš pomalu odstraní se v průběhu shlukování, jednak  malé shluky jsou na konci shlukovací fáze odstraněny.

5. Proveď kompletní shlukování v celém vzorku. K zajištění zpracovatelnosti v paměti se pracuje jen s reprezentacemi shluků nalezených ve 3. Reprezentace shluků se posunou o smršťovací faktor ( blíže ke středu shluku.

6. Proveď shlukování celé databáze na disku s využitím c bodů k reprezentaci každého shluku. Přiřadí se k tomu shluku, jehož některý reprezentační bod je nejblíže. V paměti je uchováváno jen c*k údajů.

CURE má vlastní hierarchický algoritmus, pracuje s k-D stromy a haldou

Složitost je O(n)

Dobře zvládá úlety

Najde i necentrické shluky

Velikost vzorku cca 2%, p= k .. 2k, ( = 0.2 .. 0.5  dávají dobré výsledky

